Procura de motifs



Motifs (de sequéncias)

Motifs sao padroes recorrentes em sequéncias bioldgicas que tém, ou se supoe
terem, uma funcao biologica.

Alguns exemplos de motifs:
* em sequéncias de DNA incluem, por exemplo, locais de ligacao de proteinas
regulatorias ao DNA, controlando a transcricao;

transcription anticoding
start site (TSS) DNA strand
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Motifs (de sequéncias)

* em sequéncias de proteinas incluem, entre outros, a representacao de
dominios conservados de proteinas com funcoes bioldgicas determinadas
(e.g. locais de ligacao de enzimas a substratos ou outras moléculas);

* no processamento de RNA (splicing, edicao, poliadenilacao) e terminacao de
transcricao. s spicessite

3333333333333

018!

CCGC

branch site

805016

3' splice site

Splicing motifs (Humanos)




Dificuldades

Nao conhecemos a sequéncia do motif;

Nao sabemos onde esta localizado (e.g., Regides regulatdrias variam entre
100 e 1000 bp);

Os motifs podem variar ligeiramente de um gene para o outro (normalmente
1 ou 2 mutacdes do consensus).

Como discernir um motif de outro totalmente aleatério?



Varios tipos de padroes:

Blocos (blocks) ou motifs — sem espacamentos, deterministicos (sub-
sequéncias constantes) (Consensus)

Patterns — com espacamentos, deterministicos (representados por
expressoes regulares)

Perfis (profiles) — estocasticos (definem probabilidades por posicao)



Perfis (probabilisticos) ... e

TTTCTGGTTCTC

* Um perfil pode ser representado por uma matriz TCAATTGTTTA

(position weighted matrix — PWM): Binding sites ~ CTCATTCTTCTC
TCCATTGTTCTC

— Colunas representam as posicoes do motif;
CCTATTGTTCTC

— Linhas representam os possiveis carateres do TCCATTGTTCOT
alfabeto; CCAATTGTTTT
— Posi¢des da matriz indicam probabilidade de A 002700000010

aparecer o caracter nessa posicao. _ C 464100000505
Matrizde = . 400001800112
— O PWM é obtido a partir da contagem das ocorréncias ., 5087088261

ocorréncias de cada simbolo do alfabeto em

_— 1
cada posicao. 1
1
1 | TC PWM = 000
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Motif logo

Probablidade




Perfis (probabilisticos)

Diferentes organismos podem ter diferentes GC contents;
Podemos usar log-odds para refletir a frequéncia esperada de cada nucleétido;

Estas probabilidades podem ser convertidas em scores usando a mesma
estratégia da geracao de matrizes de substituicao (log odds) — neste caso
ficamos com uma Position Specific Scoring Matrix (PSSM):

S, =log Pi onde p; € afrequéncia observada e @; a frequéncia esperada.

oF

Motif logo




Dado um perfil probabilistico:

Probabilidades de geracao de sequéncias

1/2 7/8 3/8 0 1/8 0
1/8 0 1/2 5/8 | 3/8 0
1/8 1/8 0 0 1/4 | 7/8
1/4 0 1/8 3/8 | 1/4 1/8

A probabilidade do consenso:
Prob(aaacct|P)=1/2x7/8x3/8x5/8x3/8x7/8=.033646
Probabilidade de outra string, atacag :

Prob(atacag|P)=1/2x1/8x3/8x5/8 x1/8 x1/8 =.000229

Nota: O produto das probabilidades supde a independéncia das posi¢cdes, ou seja, a ocorréncia de um simbolo numa
posicao nao influéncia a ocorréncia de outro simbolo noutra posicao.



Sequéncia mais provavel de P

Dada uma sequéncia S e o perfil P podemos calcular a subsequéncia
de S de tamanho L com a maior probabilidade de ter sido “gerada”

por P.

1/2 7/8 3/8 0 1/8 0
1/8 0 1/2 5/8 | 3/8 0
1/8 1/8 0 0 1/4 | 7/8
1/4 0 1/8 3/8 | 1/4 1/8

S = ctataaaccttacatc




Sequéncia mais provavel de P

Al 1/2 | 7/8 | 3/8 o |1/8| 0O

p - | C| 18 0 1/2 | 5/8 | 3/8| O
T | 1/8 | 1/8 0 o | 1/4| 7/8
1/4 | 0 1/8 | 3/8 | 1/4 | 1/8

Calcular prob(a|P) para cada segmento de tamanho L (=5)

Tent.1l: ctataaaccttacatc

Tent. 2: ctataaac}cttacatc

Tent.3: ctlataaaccttacatc

... continuar o processo com todas as possibilidades.



Sequéncia mais provavel de P

Calcular prob(a|P) para cada segmento de tamanho L

String (a vermelho) Calculo prob(a|P)
ctataaaccttacat 1/8x1/8x3/8x0x1/8x0 0
ctataaaccttacat 1/2x7/8x0x0x1/8x0 0
ctataaaccttacat 1/2x1/8x3/8x0x1/8x0 0
ctataaaccttacat 1/8x7/8x3/8x0x3/8x0 0
ctataaaccttacat 1/2x7/8x3/8x5/8x3/8x7/8 .0336
ctataaaccttacat 1/2x7/8x1/2x5/8x1/4x7/8 .0299
ctataaaccttacat 1/2x0x1/2x01/4x0 0
ctataaaccttacat 1/8x0x0x0x0x1/8x0 0
ctataaaccttacat 1/8x1/8x0x0x3/8x0 0
ctataaaccttacat 1/8x1/8x3/8x5/8x1/8x7/8 .0004

aaacct € a sequéncia mais provavel!




Inferéncia de motifs a partir de conjuntos
de sequéncias

Em sequéncia de DNA os motifs tém tamanho constante e sao frequentemente
repetidos e conservados, mas, ao mesmo tempo, sao de tamanho reduzido,
cerca de 6 a 12 pb, e as regides intergénicas sao muito longas e altamente
variaveis tornando a descoberta de motifs uma tarefa dificil.

Descoberta dos melhores motifs define problemas de otimizagao que variam
conforme o tipo de motif considerado (deterministico, probabilistico) e a funcao
objectivo que define a “qualidade” dos motifs.

Os problemas de otimizacao sao complexos e requerem algoritmos elaborados
para a sua resolucao.



Definicao do problema

Dado um conjunto de t sequéncias (seqs) de DNA, todas com o mesmo
comprimento n, pretende-se identificar o motif de comprimento L e o
vetor de posigdes iniciais S=(s,, S,,... 5,), onde s; € posicao inicial do
motif na sequénciai = 1..t.

cctgatagacgctatctggctatccacgtacgtaggtcctctgtgcgaatctatgcgtttccaaccat
agtactggtgtacatttgatacgtacgtacaccggcaacctgaaacaaacgctcagaaccagaagtgc
aaacgtacgtgcaccctctttcttcgtggctctggccaacgagggctgatgtataagacgaaaatttt
agcctccgatgtaagtcatagctgtaactattacctgccacccctattacatcttacgtacgtataca

ctgttatacaacgcgtcatggcggggtatgcgttttggtcgtcgtacgctcgatcgttaacgtacgtc



O problema da descoberta de motifs

Sequéncias alinhadas

Sequéncias nao alinhadas

agggcactagcecccatgtgagagggcaaggaccagcggaag
taattcagggccaggatgtatctttectecttaaaaataaca
tatcctacagatgatgaatgcaaatcagecgtcacgagett
tggcgggcaaggtgcettaaaagataatatcgaccctageg
attcgggtaccgttcataaaagtacgggaatttecgggtag
gttatgttaggcgagggcaaaagtcatatacttttaggtce
aagagggcaatgcctcctoctgecgatteggegagtgateg
gatggggaaaatatgagaccaggggagggecacactgcag
ctgeccgggectaacagacacacgtctagggetgtgaaatet
gtaggcgccgaggecaacgectgagtgtcgatgttgagaac
attagtccggttccaagagggecaactttgtatgcaccgec
gocggcccagtgegecaacgcacagggcaaggtttactgegg
ccacatgcgagggcaaccteccctgtgttgggeggttetga
gcaattgtaaaacgacggcaatgttcggtegectacecctg
gataaagaggggggtaggaggtcaactecttecgtattaat
aggagtagagtagtgggtaaactacgaatgcttataacat
gocgagggcaatcgggatctgaaccttetttatgegaagac
tccaggaggaggtcaacgactctgecatgtetgacaacttg
gtcatagaattececateccgecacgeggggtaatttggacgt
gtgccaacttgtgeccggggggectagecagetteccegtecaaa
cgecgtttggagtgcaaacatacacagcccgggaatataga
aagatacgagttcegatttcaagagttcaaaacgtgacggg
gacgaaacgagggcgatcaatgecccgataggactaataag
tagtacaaacccgectcaccecgaaaggagggcaaatacctt
atatacagccaggggagacctataactcagcaaggttcag
cgtatgtactaattgtggagagcaaatcattgteccacgtyg

gocggaagagggcactageccatgtgsd
atctttectettaaaaataacataatt
gtcacgagectttatcctacagatgat
taaaagataatatcgaccctagegtyg
gtagattcgggtaccgttcataaaag
tatacttttaggtegttatgttaggg
ctctgecgattecggegagtgatecgasd
aggatggggaaaatatgagaccagggd
acacgtctagggectgtgaaatetetyg
gtgtecgatgttgagaacgtaggcged
atgcaccgecattagteeggttecasd
ctgecgggecggeccagtgegecaacgesd
tgtgttgggecggttctgaccacatgg
gtegectaccecectggeaattgtaaaad
cgtattaatgataaagaggggggtag
aatgettataacataggagtagagtsy
tctgaaccttetttatgegaagacgg
tgcatgtctgacaacttgteccaggag
cgtgtecatagaattcecateegecacy
tcccocgtcaaagtgecaacttgtgecd
acagececcgggaatatagacgegtttg
acgggaagatacgagttcgatttcasg
cccgataggactaataaggacgaaad
ttagtacaaaccecgectcacccgaaag
agcaaggttcagatatacagccaggg

gtccacgtgegtatgtactaattgtg

gagggcaa
cagggcca

gaatgcaal
gcgggceaasl
tacgggaasl
gagggcaasl
gagggcaa

gagggcca
cegggetal

gaggccaa

gagggcaal
cagggcaa

gagggcaal
gacggcaal
gaggtcaa
gtgggtaal
gagggcaa
gaggtcasg
cggggtaal
gggggcta
gagtgcaal
gagttcaa
gagggcga
gagggcaal
gagacctsa

ggacca
ggatgt
atcage
ggtget
tttcgg
aagtca
tgccte
cactgc
acagac
cgctga
ctttgt
ggttta
cctcce
tgttcg
ctctte
actacg
tcggga
cgactc
tttgga
gcagct
acatac
aacgtg
tcaatg
atacct
taactc
atcatt

gagagcaa

... pode ser encarado
como um problema
de alinhamento de
sequéncias.



O problema da descoberta de motifs

Padroes sem mutacao:

cctgatagacgctatctggctatccacgtacgtaggtcctctgtgcgaatctatgcgtttccaaccat

agtactggtgtacatttgatacgtacgtaraccggcaacctgaaacaaacgctcagaaccagaagtgc

aaacgtacgtgcaccctctttcticgtggctctggccaacgagggctgatgtataagacgaaaatttt

agcctccgatgtaagtcatagctgtaactatitacctgccacccctattacatcttacgtacgtataca

ctgttatacaacgcgtcatggcggggtatgegttttggtcgtcgtac gatcgttaacgtacgtc

/
acgtacgt

Sequéncia Consenso




O problema da descoberta de motifs

Padroes com duas mutacoes

cctgatagacgctatctggctatccaggtacgtaggtcctctgtgcgaatctatgcgtttccaaccat

agtactggtgtacatttgatccatacgtacaccggcaacctgaaacaaacgctcagaaccagaagtgc

aaacgttagtgcaccctctttcttcgtggctctggccaacgagggctgatgtataagacgaaaatttt

agcctccgatgtaagtcatagctgtaactattacctgccacccctattacatcttacgtccatataca

ctgttatacaacgcgtcatggcggggtatgcgttttggtcgtcgtacgctcgatcgttaccgtacggc

Ainda conseguimos descobrir o padrao ?
Qual é a sequéncia de consenso ?



Definicao de motifs

Vamos comecar por supor que sabemos onde o motif comeca em cada
sequéncia, ou seja, é conhecido o vetor s = (s,,5,,55,---,5,)-

motif start index

S gene start
J
S e —
> - =
3 -—
e -
St = 1




4

>

Definicao de motifs

—
4 cctgatagacgctatctggctatccaggtacttaggtcctctgtgcgaatctatgcgtttccaaccat

agtactggtgtacatttgatccatacgtacaccggcaacctgaaacaaacgctcagaaccagaagtgce

aaacgttagtgcaccctctttcttcgtggctctggccaacgagggctgatgtataagacgaaaatttt

agcctccgatgtaagtcatagctgtaactattacctgccacccctattacatcttacgtececatataca

\_ Ctgttatacaacgcgtcatggcggggtatgcgttttggtcgtcgtacgctcgatcgttacegtacgge
N J

.
n==69

s=1s,=25, 5,=20, s;=2, s,=55, s;=59|



Motifs: Perfis e Consensos

aggtactt Alinhar os padroes pelas suas
) ccatacgt e e
Alinhamento acgttagt POSICOES Inicials
acgtccat s=(s,,S, .., S
ccgtacgg (1121 It)
Construir perfil (matriz) com
Matriz de A 30103110 frequéncias de cada nucleodtido nas
AN c 24001400 varias posicoes da sequéncia
ocorrenclas ¢ 901400031 | POSI¢ q
T 00051014 (colunas)

Nucledtido que em cada posicao
Consenso ACGTACGT tem maior score em cada coluna.



Funcao de avaliacao (scoring)

L
— . A
Dados=(s, ... s,): - - ~
aGgtacT*t |,
L CcAtacgt
. acgtTAgt }
score(s)=>_ max (count(k,i)) mcgtCcoht
1 keSymbols CcgtacgG |
O score minimo é 0, e o maximo é t x L, A 30103110
obtido quando todas as sequéncias C 24001400
. G 01400031
coincidem com o consenso. T 00051014
Podem definir-se outras funcdes, como
Consenso: acgtacgt

por exemplo uma semelhante a anterior,
mas com caracteristicas multiplicativas, Score = 3+4+4+5+3+4+3+4=30
ou log-odds.



Problema de descoberta de motifs

Se as posic¢des iniciais s=(s,, s,,... 5;) sao dadas, o problema resume-se a construir
o perfil para conhecer o motif (consenso).

Mas... tipicamente as posicoes iniciais s nao sao conhecidas.

Como podemos alinhar os padroes e calcular o melhor perfil, ou seja,
descobrir s?



Formulacao do problema de optimizacao

Problema da descoberta de motifs: Dado um conjunto de sequéncias de
DNA, descobrir um conjunto de subsequéncias de comprimento L, uma de

cada sequéncia de DNA, que maximiza uma dada funcao de avaliacao
(Score)

* Entradas: t sequéncias de DNA (tamanho n); L, o comprimento das
subsequéncias

e Saida: Um vector de t posicoes iniciais (inteiros)
s=(s, S, ... S;) que maximiza Score(s,DNA)



Uma solucao de procura exaustiva

Calcular o score de cada possivel vetor de posicoes iniciais s.
* O melhor score determina o respetivo perfil e o padrao de consenso.
* O objetivo é maximizar Score(s,seqs) variando as posigoes iniciais s,

onde s; = [0,.., n-L].

Sao avaliadas todas as combinacoes de posicoes:

(0,0,..,0,0) (0,0,..,0,1) ... (n-L,..., n-L, n-L).



Algoritmo da procura exaustiva

ProcuraExaustivaMotifs(segs, t, n, L)

melhorScore < 0

PARA cada s desde (0,0...0)
até (n-L, n-L,. . ., n-L)

SE (score(s) > melhorScore)
melhorScore < score(s)
melhorMotif < s

retorna melhorMotif



Uma solucao de procura exaustiva

Variando (n - L + 1) posicdes em cada uma das t sequéncias, estamos a
considerar (n - L + 1)t possiveis soluc0es, i.e., vectores de posicdes iniciais.

Para cada vector de posicoes iniciais, a funcao de score realiza L
operacoes, logo a complexidade é L.(n—L+ 1)'=0(L . n?).

Mesmo para problemas de reduzida dimensao, como por exemplo, para
10 sequéncias de tamanho 20 e um motif de comprimento 6, serao
necessarias aproximadamente 6x201° = 61.440.000.000.000 operacoes.



Re-estruturando a procura

Como é que podemos re-implementar o processo de procura de
modo mais eficiente?

*Necessitamos de um método para estruturar eficientemente a
navegacao entre os possiveis motifs!



Arvores de procura (Branch & Bound)

* Podemos agrupar as solugdes s=(s,, s, ...,5;) pelos seus prefixos numa
arvore de procura.

* A titulo de exemplo, considere-se 3 sequéncias de comprimento 5 e um
motif de comprimento 3, ouseja,t=3,n=5e L =3.

(0) (1)

\
/
\

(0,0) (0,1) (0,2) (1,0) (1,1) (1,2) (2,0) (2,1) (2,2)

(0,0,0) (0,0,1) (0,0,2) (0,1,0)(0,1,1)(0,1,2) (0,2,0)(0,2,1) (0,2,2) (1,0,0)(0,0,1)(0,0,2) (1,1,0)(0,1,1)(1,1,2) (1,2,0)(1,2,1)(1,2,2) (2,0,0)(2,0,1)(2,0,2) (2,1,0)(2,1,1)(2,1,2) (2,2,0)(2,2,1)(2,2,2)



Arvores de procura

Os caminhos do nd inicial (raiz) para qualquer né sao muito curtos (coincide
com o numero t de sequéncias);

Caracteristicas das arvores de procura:
— As solucoes estao nas folhas
— O pai de um no é o prefixo da sua solucao

Como é gue navegamos na arvore ?



Navegacao na arvore de procura

Quando a arvore esta criada, necessitamos desenhar algoritmos para
percorrer a arvore.

Quatro movimentos tipicos:
— Ir para a proxima folha;
— Visitar todas as folhas;
— Visitar o proximo no;
— Saltar a frente dos ramos de um dado no6 (bypass) — visitar o
proximo né num dado nivel.



aaaaaaaaaa




Proxima folha: exemplo

40855 80 b b oo g &b

\-"f

Préoxima folha

Semelhante a proxima solucao na procura exaustiva.



Visitar todas as folhas: exemplo

00500 SO0 S0 SO SOSAGAO SR

Percorrer todas as folhas é equivalente a realizar uma procura
exaustiva.




Proximo vértice: exemplo

eeeeeee a}a{/\\/\

Dol Bod BB ol I






N = R
TEE










Bypass - exemplo

30850 8o 8o e 8o b g 8bs

Pretendemos, quando as folhas de um prefixo nao contém a melhor solucao,
poder saltar para outro prefixo no mesmo nivel.



Podemos melhorar a procura exaustiva?

Vamos supor que estamos a realizar a travessia da arvore estando no prefixo:
(54, S5, ---,S;), OuU seja, no nivel i considerando “fixas” as posic¢des iniciais em i
sequéncias.

Numa visao optimista, se todas as posicoes subsequentes fazem crescer o
score de forma maxima — contributo sera de (f- /) *LL para somar ao score
atual - score(s).

Se ainda assim score(s) + (t — /) *L < MelhorScore (melhor score obtido até ao
momento) nao faz sentido procurar nos descendentes da sua sub-arvore.

Usar bypass e continuar a procura a partir do proximo vértice no mesmo nivel
(este é o passo de Bound).



Algoritmo Branch and Bound

 Dado que cada nivel da arvore vai mais em
profundidade na procura, descartar um

prefixo equivale a descartar todos os ramos root

abaixo.
S1
e “Poupamos” a pesquisa de (N —-L+ 1)*/
arvores.
S2
Nota: S3

Na implementacao em Python, usar as funcoes
ProximoVertice e ByPass



Algoritmos exatos

Os algoritmos de procura exaustiva e branch-and-bound sao ambos
algoritmos exatos.

O que significa que descobrem sempre a solucao 6tima, embora possam
tornar-se demasiado ineficientes em problemas praticos, sobretudo quando o
espaco de procura é muito grande.

Muitos algoritmos atuais sacrificam a solucao 6tima para ganhar em
eficiéncia. As vezes o 6timo é inimigo do bom.



Algoritmo heuristico (tipo Consensus)

1. Considerando apenas as duas primeiras sequéncias, escolher as
posicdes iniciais s, e s, que ddao um melhor score (melhor
contribuicao parcial para o score, i.e. considerando que existem
apenas estas duas sequéncias).

2. Para cada uma das sequéncias seguintes (i=3, ...,t) , de forma
iterativa, escolher a melhor posicao inicial na sequénciai, de forma a
maximizar o score, considerando as posi¢oes anteriores (s, s,, -..,5. ;)
fixas.



Algoritmo heuristico (tipo Consensus)

*Algoritmo é fortemente dependente das posicoes iniciais;

*Resultados podem ser melhorados se se considerarem varias
ordens de apresentacao das sequéncias distintas (por ex. aleatdrias);

*CONSENSUS — mantém um grande n? de solucoes parciais em cada

iteracao (na ordem dos milhares) selecionando o melhor resultado
no final.



Algoritmos estocasticos

*Métodos heuristicos usados em problemas complexos, onde a solucao
Optima nao se pode atingir em tempo util.

*Em algumas etapas tomam decisdes com uma base aleatdria.



Métodos estocasticos de extragcao de motifs

* Algoritmos heuristicos simples;

* Gibbs sampling

e Algoritmo E-M (Expectativa- Maximizacao)
— Programas MEME/ MAST (UCSD)

e Algoritmos evolucionarios



Um algoritmo heuristico estocastico

Usar segmentos mais provaveis para ajustar as posicoes iniciais até
atingir o melhor perfil — este sera o motif.

1) Selecionar posicoes iniciais em cada sequéncia de forma aleatoria
2) Criar um perfil P a partir das posicoes geradas em 1.

3) Descobrir o segmento a mais provavel em cada sequéncia usando
P. Mudar a posicao inicial nessa sequéncia para a posicao inicial
do segmento a.

4) Calcular um novo perfil P baseado nas posicoes calculadas em 3.
Repetir os passos 3 e 4 enquanto for possivel aumentar o score.



Analise do algoritmo heuristico
estocastico

* Dado que as posicoes iniciais sao geradas aleatoriamente, as
probabilidades de estarem proximas do motif 6timo sao bastante
reduzidas em problemas de dimensao real.

 Dado o “mau” ponto de partida é pouco provavel que se atinja uma
solucao otima.

* Na pratica, este algoritmo tem que ser corrido muitas vezes com
diferentes pontos iniciais para melhorar as hipoteses de obter um
bom resultado.




Gibbs Sampling

O algoritmo anterior pode ser melhorado introduzindo o método de Gibbs
Sampling, um processo iterativo que vai substituindo um segmento em cada
iteracao.

O método de Gibbs Sampling € mais lento, escolhendo novos segmentos de
forma aleatoria.

Mas, desta forma, aumenta as possibilidades de se convergir para uma solucao
correta.



Gibbs Sampling: passos

1) Escolher posi¢des iniciais de forma aleatéria s = (s,,...,s,) e formar os
segmentos respectivos.

2) Escolher aleatoriamente uma sequéncia i
3) Criar perfil P das outras sequéncias a partirde s

4) Para cada posicao p na sequéncia i, calcular a probabilidade do
segmento iniciado em p com tamanho L, ser gerado por P.

5) Escolher p de modo de forma estocastica, de acordo com as
probabilidades calculadas em 4).

6) Repetir passos 2) a 5) enquanto for possivel melhorar



Exemplo: Gibbs Sampling

Input:
t =5 sequénciascom L =8

1. GTAAACAATATTTATAGC
2. AAAATTTACCTCGCAAGG
3. CCGTACTGTCAAGCGTGG
4. TGAGTAAACGACGTCCCA
5. TACTTAACACCCTGTCAA



Exemplo: Gibbs Sampling

1) Escolher posicoes iniciais aleatorias

S.;=7 GTAAACAATATTTATAGC
S,=11 AAAATTTACCTTAGAAGG
S;=9 CCGTACTGTCAAGCGTGG
S,=4 TGAGTAAACGACGTCCCA
S.=1 TACTTAACACCCTGTCAA

2) Escolha aleatoria de uma das sequéncias:
S,: AAAATTTACCTTAGAAGG



Exemplo: Gibbs Sampling

3) Criar perfil:

1 A A T A T T T A

A . 3 T C A A G C G T
Sequencias

4 G T A A A C G A

5 T A C T T A A C

A 1/4 | 2/4 | 2/4 | 3/4 | 1/4 | 1/4 | 1/4 | 2/4

C 0) 1/4 | 1/4 0) 0) 2/4 0 1/4
PWM

T 2/4 | 1/4 | 1/4 | 1/4 | 2/4 | 1/4 | 1/4 | 1/4

1/4 0) 0 0 1/4 0) 3/4 0

Consenso T A A A T C G A



4) Calcular prob(a|P):

Exemplo: Gibbs Sampling

S Segmento a Prob(a|P)
1 AAAATTTACCTTAGAAGG .000732
2 AAAATTTACCTTAGAAGG .000122
3 AAAATTTACCTTAGAAGG 0
4 AAAATTTACCTTAGAAGG 0
5 AAAATTTACCTTAGAAGG 0
6 AAAATTTACCTTAGAAGG 0
7 AAAATTTACCTTAGAAGG 0)
8 AAAATTTACCTTAGAAGG .000183
9 AAAATTTACCTTAGAAGG 0
10 AAAATTTACCTTAGAAGG 0
11 AAAATTTACCTTAGAAGG 0




Exemplo: Gibbs Sampling

Calcular probabilidades:
P(pos =1) =0.00732 /(0.000732+0.000122+0.000183) = 0.706
P(pos =2) =0.000122/ (0.000732+0.000122+0.000183) = 0.118
P(pos = 8) =0.000183 / (0.000732+0.000122+0.000183) = 0.176
P(pos = *) =0 (restantes posicdes iniciais)

Nota : a soma destas probabilidades =1

Aplicar uma Roulette wheel:

B pos=1
A probabilidade de escolher uma ; W pos=2
determinada posicdo € proporcional 005=8

d0 Seu score.



Exemplo: Gibbs Sampling

Escolhemos uma substring segundo estas probabilidades. Vamos supor que é a
posicao 1.

S,=7 GTAAACAATATTTATAGC
5,=1 AAAATTTACCTCGCAAGG
S;=9 CCGTACTGTCAAGCGTGG
S,=5 TGAGTAATCGACGTCCCA
S:=1 TACTTCACACCCTGTCAA

5

6) O processo € iterado até atingir um critério de terminacao (e.g. numero fixo
de iteracoes, n? de iteracoes sem melhorias)



Pseudo-contagens

Dadas as caracteristicas dos algoritmos estocasticos devem ser usadas
pseudo-contagens para evitar probabilidades nulas.

Neste caso, ao gerar-se a matriz de ocorréncias deve somar-se sempre
uma unidade (ou um valor mais pequeno) a todas as contagens.

Matriz de ocorréncias Pseudo-contagem PWM

A 40103110 51214221 0.50.1 0.2 0.10.40.20.2

C 25002500 36113611 0.3 0.6 0.1 0.10.30.60.1
01500042 12611153 0.1 0.2 0.6 0.1 0.1 0.10.5

T 000610114 11172125 0.1 0.1 0.1 0.70.20.10.2

oo lNeoNe)
ugWwWPRR



Problemas do Gibbs Sampling

*Gibbs Sampling converge frequentemente para solucoes 6ptimas locais e nao
globais.

*Uma das solucdes para o problema anterior é correr o processo um n@
elevado de vezes.

*Gibbs Sampling pode funcionar mal quando ha regides com distribuicoes
distintas de nucledtidos.



Implementacao em python

Classe MyMotifs: implementa motifs biologicos, PWMs
e processos de procura de motifs conhecidos em
sequéncias

Implementada nas aulas de Algoritmos para analise de
sequéncias biologicas no 12 semestre



Implementacao em python

* C(Classe MotifFinding: implementa algoritmos de procura
de motifs conservados, dados conjuntos de sequéncias,

i.e. algoritmos de otimizacao para descoberta/inferéncia
de motifs

— Sao dados métodos para calcular scores aditivos e
multiplicativos

— Sao dados métodos que permitem a navegacao na arvore de
procura (proxima solucao, proximo vértice e bypass)

— E dada aimplementacdo do algoritmo de procura exaustiva e
branch & bound



Implementacao em python

Exercicios (completar classe anterior)

Implementar algoritmo heuristico tipo consensus
Implementar algoritmo heuristico estocastico

Implementar algoritmo de Gibbs sampling (funcao que
implementa roulette wheel é dada)

Adaptar os dois anteriores para funcionar com pseudo-
contagens. (A entregar na proxima semana)
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